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Résumé :
Nous proposons une méthode de discrimination non paramétrique conçue pour
favoriser l’interprétabilité de la prédiction. D’une part, l’utilisation d’un modèle
additif généralisé permet de représenter graphiquement l’effet de chaque variable
d’entrée sur la variable de sortie. D’autre part, les paramètres de ce modèle sont
estimés par vraisemblance pénalisée, où le terme de régularisation généralise la
pénalisationl1 aux fonctions splines. Cette pénalisation favorise les solutions par-
cimonieuses sélectionnant une partie de l’ensemble des variables d’entrée, tout en
permettant une modélisation flexible de la dépendance sur les variables sélection-
nées. Nous étudions l’adaptation de différents critères desélection analytiques à
ces modèles, et nous les évaluons sur deux jeux de données réelles.
Mots-clés : Sélection de variables, réglage de la complexité, régularisation l1,
apprentissage supervisé, interprétabilité, modèles additifs généralisés, splines.

1 Introduction

La précision de généralisation est la mesure habituelle de la performance en appren-
tissage statistique. Cependant, dans certaines applications, un prédicteur de type “boîte
noire” ne sera pas accepté par l’utilisateur final. Par exemple, dans le diagnostic mé-
dical, une méthode estimant la probabilité d’un événement (décès, maladie) ne sera
généralement pas considérée comme utile par le médecin, alors qu’une méthode qui
rend intelligible ce résultat sera plus facilement utilisable. Les modèles interprétables
peuvent également être utilisés comme outil d’analyse de données afin d’inspirer des
nouvelles idées sur les relations entre les variables et améliorer, ainsi, la compréhension
du domaine (Bratko, 1997).

Le modèle de régression logistique est un outil standard en discrimination lorsque
la compréhension de l’effet de chaque variable d’entrée surla variable de sortie est un
aspect crucial. Le modèle logistique modélise les probabilitésa posterioride deux (ou
plusieurs) classes par la transformation, dite logistique, d’une fonction linéaire des va-
riables d’entrée. Cette transformation, connue égalementsous le nom desoftmaxdans
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la littérature connexioniste (Bridle, 1990), assure que les probabilitésa posterioriap-
partiennent à l’intervalle[0, 1] et que leur somme vaut1.

La simplicité du modèle logistique en fait, avec les arbres de décision, une des mé-
thodes de discrimination les plus interprétables. Cependant, l’hypothèse de dépendance
linéaire est souvent trop restrictive. Le modèle logistique additif est une généralisation
permettant d’identifier et de décrire les effets non linéaires. Il remplace chaque compo-
sante linéaire par une fonction plus généralefj (Hastie & Tibshirani, 1990). La forme
non paramétrique desfj accorde plus de flexibilité au modèle, alors que la structure
additive préserve la possibilité de représenter l’effet dechaque variable.

Nous présentons ici un algorithme d’estimation des modèlesadditifs généralisés qui
consiste à pénaliser de manière adaptative les fonctionsfj du modèle. Les bénéfices
attendus sont de deux ordres : faciliter la procédure d’estimation en s’affranchissant
du besoin de définir des complexités adaptées pour chaque fonction, faciliter l’inter-
prétation du modèle final en favorisant des solutions parcimonieuses, ne sélectionnant
qu’une partie des variables d’entrée.

Un rappel du modèle logistique linéaire et du modèle logistique additif est introduit
dans la section2. Nous présentons ensuite notre procédure d’estimation aboutissant à
un modèle parcimonieux (section3). L’algorithme de résolution de la régression logis-
tique additive parcimonieuse est présenté dans la section4. Des techniques de sélection
des paramètres réglant la complexité sont appliquées à ce problème dans la section5.
Deux exemples réels permettent d’illustrer la méthode présentée et de comparer les
techniques de sélection de la complexité dans la section6. Enfin, les conclusions et
perspectives sont discutés dans la section7.

2 Modèles logistique linéaire et logistique additif

2.1 Modèle logistique linéaire

Considérons le vecteur aléatoire(X, Y ) = (X1, ..., Xp, Y ), où Y est une variable
binaire (codée 0–1). Le modèle de régression logistique s’écrit

logit[P (Y = 1|X = x)] = log
P (Y = 1|X = x)

1 − P (Y = 1|X = x)
= α0+α1x1+. . .+αpxp, (1)

où x = (x1, . . . , xp). Pour un problème de décision où l’objectif est de minimiserle
taux d’erreur de classement (coût {0,1}), la frontière de décision est alors définie par
l’hyper–plan{x|α0 +

∑p
j=1 αjxj = 0}, et la relation inverse donne la probabilitéa

posteriori,

P (Y = 1|X = x) =
exp(α0 +

∑p
j=1 αjxj)

1 + exp(α0 +
∑p

j=1 αjxj)
, (2)

qu’on reconnaît comme la fonction softmax des réseaux de neurones.
Le modèle logistique fait partie de la famille des modèles linéaires généralisés, qui

regroupe les modèles qui visent à exprimer l’espérance d’une variable de sortie en fonc-
tion d’une combinaison linéaire des variables d’entrée (Fahrmeir & Tutz, 2001). Les ou-
tils d’estimation, de diagnostic, et les propriétés théoriques de cette famille de modèles
sont bien développés.
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Modèles additifs parcimonieux

La classe des modèles linéaires généralisés est caractérisée par trois composantes. La
composante aléatoire identifie la distribution de probabilités de la variable à expliquer
(parmi les distributions de la famille exponentielle : gaussienne, gaussienne inverse,
Gamma, Poisson, binomiale,. . . ). La composante déterministe du modèle est le prédic-
teur linéaire :ν = α0 +α1x1 + . . .+αpxp. La troisième composante exprime une rela-
tion fonctionnelle entre la composante aléatoire et le prédicteur linéaire :ν = g(E[Y ]),
où g est la fonction de lien, monotone et différentiable. Dans lecas concret du modèle
logistique, la distribution de probabilité deY est binomiale (i.e. la distribution d’une
variable binaire quelconque) et le lien est la fonction logit.

2.2 Modèle logistique additif

Les modèles additifs généralisés sont une extension des modèles linéaires généralisés,
permettant d’identifier et de décrire les effets non linéaires. Cette extension consiste
à remplacer chaque composante linéaire du prédicteur linéaire par une fonction plus
générale :ν = α0 + f1(x1) + . . . + fp(xp) (Hastie & Tibshirani, 1990). Dans le cas
concret de la logistique additive, le modèle s’écrit :

log
P (Y = 1|X = x)

1 − P (Y = 1|X = x)
= α0 + f1(x1) + . . . + fp(xp), (3)

où lesfj sont des fonctions lisses. Les fonctionsfj étant monovariées, elles sont faci-
lement représentables graphiquement, ce qui permet au modèle additif de garder l’in-
terprétabilité du modèle linéaire. Par ailleurs, en restreignant les dépendances à une
somme de fonctions monovariées, ce modèle évite le problèmedu “fléau de la dimen-
sionnalité”, ce qui permet, en particulier, d’avoir des estimateurs peu variables pour des
échantillons de taille modérée.

2.3 Estimation

Considérons l’ensemble d’apprentissageL = {(xi1, . . . , xip, yi)}, i = 1, . . . , n, réa-
lisations i.i.d. de(X, Y ). NotonsX la matrice des observations d’entrée ety le vecteur
des sorties observées. Nous introduisons le problème d’estimation pour le modèle ad-
ditif par celui du modèle linéaire, plus simple.

2.3.1 Modèle linéaire

L’estimation des paramètresα = (α0, α1, . . . , αp) est calculée en maximisant la
log–vraisemblance du modèle linéaire généralisé. La log–vraisemblance du modèle lo-
gistique s’écrit :

l(α) =
∑n

i=1 yi log Pi + (1 − yi) log(1 − Pi), (4)

oùPi = P (Yi = 1|X = (xi1, . . . , xip)). La méthode d’optimisation standard pour ré-
soudre le problème de maximisation de la log–vraisemblanceest leFisher scoring, basé
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sur l’algorithme de Newton–Raphson (Hastie & Tibshirani, 1990). La connaissance des
dérivées de premier et deuxième ordre sont alors nécessaires :

∂l(α)

∂α
= [1 X]t(y − P),

∂2l(α)

∂α∂αt
= −[1 X]tW[1 X], (5)

oùP = (P1, . . . , Pn)t, W = diag [P1(1 − P1), . . . , Pn(1 − Pn)], et [1 X] indique la
matrice des données précédée d’une colonne de uns, afin d’incorporer l’estimation de
α0. Le problème d’optimisation étant convexe enα, la maximisation de (4) consiste à

résoudre le système dep + 1 équations
∂l(α)

∂α
= 0. Ces équations sont non linéaires

enα et elles sont résolues itérativement jusqu’à obtention d’un point fixe. Cette mise à
jour peut également s’écrire sous une forme légèrement différente :

α[k+1] = α[k] −

(
∂2l(α)

∂α∂αt

∣∣∣∣
α[k]

)−1
∂l(α)

∂α

∣∣∣∣
α[k]

= ([1 X]tW[1 X])−1[1 X]tWz,

(6)
oùz = [1 X]α[k] + W−1(y − P), (P, et doncW etz, dépendent deα), etk indique
l’itération en cours.

Sous cette forme, l’algorithme est appelé moindres carrés pondérés itératifs (IRLS),
car à chaque itération, le problème résolu est équivalent à un problème de moindres
carrés pondérés :

α[k+1] = argmin
α

∣∣∣
∣∣∣W1/2

(
z − [1 X]α

)∣∣∣
∣∣∣
2

2
. (7)

Cette analogie explique quez soit souvent dénommée “réponse de travail”.

2.3.2 Modèle additif

Les premières étapes de résolution sont identiques pour lesmodèles additifs. L’esti-
mation des paramètresαj est généralisée à celle des fonctionsfj . Ces dernières sont
souvent non paramétriques, de type noyau ou splines. Ici, les fj sont des splines cu-
biques de lissage, définies comme la solution au problème de régularisation suivant :
parmi les fonctions deux fois continûment dérivables, retenons celles minimisant la
fonction coût (ici, la log–vraisemblance) (Wahba, 1990) :

min
fj∈C2

−

n∑

i=1

yi log Pi + (1 − yi) log(1 − Pi) +

p∑

j=1

λj

∫ (
f

′′

j (t)
)2

dt, (8)

où

Pi =
exp[α0 + f1(xi1) + . . . + fp(xip)]

1 + exp[α0 + f1(xi1) + . . . + fp(xip)]
. (9)

Le premier terme de (8) mesure l’ajustement aux données, et le deuxième terme pénalise
les solutions de courbure forte. Les paramètres de lissageλj déterminent le compromis
entre les deux objectifs. Les fonctions obtenuesf̂j sont des splines cubiques enxj ,
avec des nœuds sur lesxij . La contrainte

∑
i f̂ij = 0, j = 1, . . . , p assure l’unicité de

la solution.
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L’algorithme IRLS permet de résoudre (8), et le problème à minimiser pour estimer
les fonctionsfj devient un problème quadratique pondéré :

min
fj∈C2

∣∣∣∣∣∣

∣∣∣∣∣∣
W1/2

(
z − α0 −

p∑

j=1

fj

)
∣∣∣∣∣∣

∣∣∣∣∣∣

2

2

+

p∑

j=1

λj

∫ (
f

′′

j (t)
)2

dt, (10)

où la réponse de travailz est maintenant définie par :z = f̂ [k](x1, . . . ,xp)+W−1(y−

P), aveĉf [k](x1, . . . ,xp) = α̂
[k]
0 + f̂

[k]
1 (x1) + . . . + f̂

[k]
p (xp).

Le problème fonctionnel (8) a une formulation paramétriqueéquivalente, basée sur
la décomposition desfj sur une base des fonctions splines. Les bases de splines les
plus utilisées sont la base naturelle des polynômes par morceaux (dont l’expression est
simple), et la base naturelle B–spline (plus adéquate pour ce qui concerne leur implé-
mentation numérique). SoientNj la matrice de la base évaluée enxij , Ωj la matrice
correspondant à la pénalisation de la dérivée seconde, etβj , les coefficients dêfj sur la
base choisie. Le problème (8) s’écrit

min
β1,...,βp

−
n∑

i=1

yi log Pi + (1 − yi) log(1 − Pi) +

p∑

j=1

λjβ
t
jΩjβj , (11)

où

Pi =
exp[α0 + N1β1 + . . . + Npβp]

1 + exp[α0 + N1β1 + . . . + Npβp]
. (12)

3 Modèle logistique additif parcimonieux

La résolution de (11)–(12) nécessite de définir au préalablep paramètres de lissage
λj , qui vont régler la complexité des fonctionsfj. Ce pré–requis n’est pas réaliste pour
p ≥ 3, ce qui explique que les modèles additifs soient encore aujourd’hui peu utilisés
quand le nombre de variables est important.

Le problème a été abordé par le biais de la pénalisation adaptative (Grandvalet &
Canu, 1998), qui incorpore l’estimation desλj dans la procédure d’estimation des pa-
ramètres :

min
β1,...,βp

−
n∑

i=1

yi log Pi + (1 − yi) log(1 − Pi) +

p∑

j=1

λjβ
t
jΩjβj , (13)

sous contraintes
p∑

j=1

1

λj
=

p

λ
, λj > 0, (14)

où seulλ doit être défini avant la procédure d’estimation. Le problème (13)–(14), qui
peut être motivé par une approche bayésienne hiérarchique,est également fortement
lié à la pénalisationl1 (Grandvalet & Canu, 1998). Les solutions de ce problème ont
tendance à être parcimonieuses, en ce sens que, pour certaines variables,̂βt

jΩj β̂j = 0.

Cependant ce critère ne sélectionne pas de variables, car lacomposante linéaire dêfj

est dans le noyau deΩj . Ainsi, même siβ̂t
jΩj β̂j = 0, la j–ième variable n’est pas

éliminée mais linéarisée.

H
A

L author m
anuscript    inserm

-00149790, version 1



CAp 2004

3.1 Modification pour la sélection de variables

Les modèles additifs ajustés par des splines cubiques de lissage s’inscrivent dans le
cadre théorique des espaces hilbertiens des fonctionsL2 (Hastie & Tibshirani, 1990).
Cela permet d’appliquer des résultats généraux.

SoitHj l’espace de Hilbert des fonctions mesurables centrées de variance finie, et de
produit scalaire défini par〈f, g〉 = EXj (f(Xj) · g(Xj)). Considérons la base naturelle
des polynômes par morceaux pour les splines cubiques (Hastie et al., 2001) :

Nj(x) = {Nkj(x)}n
k=1 = {1, x, d1j(x) − dn−1,j(x), . . . , dn−2,j(x) − dn−1,j(x)}

dij(x) =
(x − xij)

3
+ − (x − xnj)

3
+

xij − xnj
.

(15)
Chaque sous–espaceHj admet une décompositionHL

j ⊕HNL
j , oùL indique le sous–

espace des composantes linéaires etNL indique le sous–espace des composantes non
linéaires.

L’idée consiste donc à considérer les parties linéaire et non linéaire séparément. En
ajoutant en (13) un terme de pénalisation agissant sur la composante linéaire, il est
possible de supprimer l’influence de certaines variables sur le modèle. Le problème
d’optimisation s’écrit :

min
α,eβ1,...,eβp

−

n∑

i=1

yi log Pi + (1 − yi) log(1 − Pi) +

p∑

j=1

µjα
2
j +

p∑

j=1

λj β̃
t
jΩjβ̃j ,

(16)
sous contraintes

p∑

j=1

1

µj
=

p

µ
, µj > 0,

p∑

j=1

1

λj
=

p

λ
, λj > 0, xt

jNjβ̃j = 0, 1tNjβ̃j = 0,

(17)
oùµ etλ sont les paramètres qui règlent la complexité du modèle,α = (α0, α1, . . . , αp)

t,
β̃j sont les coefficients de la partie linéaire et non linéaire, respectivement, et

Pi =
exp[α0 +

∑p
j=1 xijαj −

∑p
j=1 Njβ̃j ]

1 + exp[α0 +
∑p

j=1 xijαj −
∑p

j=1 Nj β̃j ]
. (18)

La parcimonie du problème (17)–(16) découle de l’équivalence entre moindres carrés
adaptatifs et pénalisationl1 (Grandvalet & Canu, 1998). Le problème peut également
être résolu par l’algorithme IRLS :

min
α,eβ1,...,eβp

∣∣∣∣∣∣

∣∣∣∣∣∣
W1/2

(
z − [1 X]α −

p∑

j=1

Nj β̃j

)
∣∣∣∣∣∣

∣∣∣∣∣∣

2

2

+

p∑

j=1

µjα
2
j +

p∑

j=1

λj β̃
t
jΩj β̃j , (19)
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Algorithme IRLS :

1. Fixerµ etλ et initialiserα0, αj , eβj , µj , λj , j = 1, . . . , p .

2. CalculerNj , Ωj , fj = xjαj + efj , efj = Nj
eβj ,

fij = xijαj + efj(xij) , j = 1, . . . , p , i = 1, . . . , n.

3. Calculer :

(a) P = (P1, . . . , Pn)t, oùPi =
exp(α0 +

Pp
j=1 fij)

1 + exp(α0 +
Pp

j=1 fij)
.

(b) W = diag [P1(1 − P1), . . . , Pn(1 − Pn)].

(c) z = α0 +
Pp

j=1 fj + W−1(y − P).

4. Optimiser

min
α, eβ1,..., eβp

˛̨
˛̨
˛̨

˛̨
˛̨
˛̨W

1/2`
z − [1 X]α −

pX

j=1

Nj
eβj

´
˛̨
˛̨
˛̨

˛̨
˛̨
˛̨

2

2

+

pX

j=1

µjα2
j +

pX

j=1

λj

“
eβj

”t
Ωj

“
eβj

”

sous contraintes
pX

j=1

1

µj

=
p

µ
, µj > 0,

pX

j=1

1

λj

=
p

λ
, λj > 0, , xt

jNj
eβj = 0, 1tNj

eβj = 0.

5. Itérer3. et4. jusqu’à convergence.

FIG. 1 – Algorithme d’estimation du modèle logistique additif parcimonieux.

sous contraintes

p∑

j=1

1

µj
=

p

µ
, µj > 0,

p∑

j=1

1

λj
=

p

λ
, λj > 0, xt

jNjβ̃j = 0, 1tNj β̃j = 0.

(20)

3.2 Relation avec d’autres méthodes de pénalisationl1

La sélection de variables par pénalisationl1 est utilisée en régression linéaire géné-
ralisée, où elle est connue sous le nom delasso(least absolute shrinkage and selection
operator) (Tibshirani, 1996), en régression par ondelettes (Chenet al., 1995), et en
régression par noyaux (Roth, 2001; Gunn & Kandola, 2002).

La pénalisation au sens de la normel1 a été aussi appliqué à la régression additive
ajustée des splines cubiques de lissage (Grandvalet & Canu,1998; Bakin, 1999). Cepen-
dant, comme précisé précédemment, les variables sélectionnées ne sont pas éliminées,
elles sont linéarisées. En régression, le problème a été résolu en ajoutant un terme de pé-
nalisation agissant sur la composante linéaire (Avaloset al., 2003). Nous développons
ici cette idée dans le contexte de la discrimination.

En utilisant le fait que les splines cubiques de lissage constituent un espace de Hilbert
à noyau auto–reproduisant (RKHS), Zhanget al. (2001) pénalisent les composantes
linéaires et non linéaires, en termes des noyaux, séparément. Une approche similaire,
dans le cas de splines de lissage plus générales, est due à (Lin & Zhang, 2002), où un
seul terme pénalise les composantes linéaires et non linéaires. Dans ces deux derniers
travaux, les fonctionsfj sont ajustées par peu de termes mais ceci n’encourage pas la
sélection de variables.
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Algorithme du point fixe :

1. Composantes linéaires :

(a) Estimation des coefficients :α =
`
[1 X]tW[1 X] + M

´−1
[1 X]tWz, oùM = diag[µj ].

(b) Ré–estimation des termes de pénalisation :µj = µ

Pp
k=1 |αk|

p|αj |
.

(c) Itérer2.(a) et2.(b) jusqu’à convergence.

2. Composantes non linéaires :

(a) Matrices de lissage :

Gj = [1 xj ]([1 xj ]
t
W[1 xj ]

t
)
−1

[1 xj ]
t
W, G = (G1, . . . , Gp),

Sj = Nj(Nt
jWN

t
j + λjΩj)

−1
N

t
jW, eSj = Sj − Gj .

(b) Estimation des coefficients :

i. Backfitting :erj = z − Gz −
P

k 6=j Nj
eβj , Nj

eβj = eSjerj , j = 1, . . . , p.

ii. Calcul deeβj à partir des dernières estimations.

(c) Ré–estimation des termes de pénalisation :λj = λ

Pp
j=1

q
eβjΩj

eβj

p

r
eβjΩj

eβt
j

.

(d) Itérer3.(b) et3.(c) jusqu’à convergence.

3. Itérer1. et2. jusqu’à convergence.

FIG. 2 – Algorithme d’estimation du problème de minimisation quadratique pondéré
sous contraintes.

4 Algorithme

Nous présentons ici notre procédure d’estimation, basée sur les moindres carrés pon-
dérés itératifs (IRLS). La procédure IRLS (figure 1) résout le problème de minimisation
quadratique pondéré (19)–(20). L’étape4, détaillée sur la figure (2), est résolue par l’al-
gorithme décrit par (Avaloset al., 2003). Celui–ci consiste à englober l’algorithme de
backfitting dans un algorithme de point fixe. Cependant, le problème de minimisation
quadratique de l’algorithme itératif IRLS présente de nouvelles difficultés : les esti-
mations des coefficients linéaires et non linéaires ne sont plus indépendantes car elles
interagissent par le biais de la matrice de pondérationsW. La quantité de calculs s’en
trouve augmentée.

L’algorithme de point fixe (figure 2) résout le problème d’estimation des paramètres
de pénalisation (étapes1(b) et2(c)) (Grandvalet & Canu, 1998). Un algorithme efficace
pour trouver les solutions du lasso a été proposé par (Osborne et al., 2000). Celui–ci
pourrait être appliqué à l’estimation des composantes linéaires (étapes1(a)–1(c)).

L’algorithme de backfitting (étape2(b)), est le plus utilisé pour l’ajustement des mo-
dèles additifs (Hastie & Tibshirani, 1990). Il consiste à estimer les fonctionsfj de ma-
nière itérative sur les résidus partielszi −

∑
k 6=j fk(xik). Comme les splines sont une

méthode de lissage linéaire, l’estimation defj peut s’écrirêfj = Sjz, oùSj , matrice de
lissage, est indépendante dez. Les contraintes d’orthogonalité (20) sont respectées en
décomposant la matrice de lissage des splines cubiques comme suit :Sj = Gj + S̃j, où
Gj est la matrice de projection sur l’espace des fonctions propres constante et linéaires
et S̃j est la matrice de rétrécissement, correspondant à l’espacedes fonctions propres
d’ordre supérieur.
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5 Réglage de la complexité

La sélection d’un modèle de complexité adaptée est une étapeclé pour les modèles
additifs, comme pour les autres modèles d’apprentissage statistique. Elle consiste à
choisir, parmi une famille de modèles, celui qui minimise une estimation de l’erreur
de généralisation. Cette étape est difficile à mettre en œuvre pour les modèles additifs.
En effet, comme ces modèles sont composés d’autant de fonctions que de variables,
l’espace de recherche de la complexité est de dimensionp. Notre modèle ne présente
quant à lui que deux paramètres de réglage de la complexité, ce qui facilite considéra-
blement sa mise en œuvre dès que le nombre de variables est supérieur à deux. Cette
simplification est la conséquence des contraintes surµj et λj (20), qui permettent à
chacune d’explorer un espace de dimensionp − 1 dans la procédure d’estimation des
paramètres. Il ne reste plus qu’à fixer les valeurs deµ etλ par estimation de l’erreur de
généralisation.

5.1 Estimation du nombre effectif de paramètres

Dans les statistiques paramétriques, la complexité d’un modèle ajusté par moindres
carrés est mesurée par la nombre de paramètres. Cette mesuren’est plus satisfaisante
quand le critère d’ajustement est modifié. Par exemple, il netient pas compte des
contraintes sur les paramètres quand ces derniers sont pénalisés.

La notion de nombre effectif de paramètres (ou nombre de degrés de liberté) géné-
ralise la mesure de complexité à l’ensemble des prédicteurslinéaires. Elle est moins
générale que la dimension de Vapnik–Chervonenkis (Vapnik,1995), en revanche, elle
est facilement calculable. Les prédicteurs linéaires s’écrivent sous la formef̂(x) =∑n

i K(x, xi)yi. Ils sont donc linéaires vis à vis du vecteur d’observations, et donc,
de forme relativement générale, incluant par exemple, les régresseurs à noyaux et les
discriminateurs des plus proches voisins.

Le nombre effectif de paramètres s’exprime simplement commedf =
∑

i K(xi, xi),
(Hastie & Tibshirani, 1990). Cette somme correspond exactement au nombre de para-
mètres pour les modèles ajustés par moindres carrés. Chacundes élémentsK(xi, xi)

mesure la contribution deyi dans le calcul dêf(xi). Pour un apprentissage par coeur
K(xi, xi) = 1, et le nombre effectif de paramètres est égal à la taille de l’échantillon.

5.1.1 Nombre effectif de paramètres associé aux composantes linéaires

La régression par moindres carrés pénalisés s’écritf̂ = Hµy = Xα̂ = X(XtX +
µI)−1Xty, ce qui permet de calculer simplement le nombre degrés de libertédf =
tr [Hµ]. Une reformalisation des solutions du lasso (|α̂j | = α̂2

j/|α̂j |) permet une for-
mulation de type pénalisation quadratique et l’estimationde df suivante (Tibshirani,
1996) :

df(µ) = tr
[
X (XtX + µA−)

−1
Xt

]
, (21)

oùA = diag(|α̂j |), etA− indique la pseudo–inverse. Dans cette estimation, la pénali-
sation sur les variables jugées non pertinentes n’est pas prise en compte. Une modifica-
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tion est donc proposée (Fu, 1998) :

df(µ) = tr
[
X (XtX + µA−)

−1
Xt

]
− p0, (22)

oùA = diag(2|α̂j |), etp0 est le nombre de coefficients estimés nuls. Cependant, quand
X n’est pas orthogonale, le nombre de degrés de liberté lié auxcoefficients nuls ne
coïncide pas avec le nombre de coefficients annulés. Notre définition ne considère que
les colonnes deX et A pour lesquelles les coefficientŝαj sont non nuls (̄X et Ā,
respectivement) :

df(µ) = tr
[
X̄

(
X̄tX̄ + µĀ−1

)−1
X̄t

]
. (23)

Cette définition induit une prédiction plus conservatrice.En effet, on peut montrer que
l’expression (23) est plus grande que celle de Fu (22). Elle est également plus avanta-
geuse numériquement, car la dimension des matrices en (22) est plus élevée.

En abordant le problème sous la forme de la pénalisation adaptative, et tenant compte
des pondérations appliquées dans l’algorithme IRLS, nous proposons l’estimation sui-
vante :

df(µ) = tr
[
X̄

(
X̄tWX̄ + M̄

)−1
X̄tW

]
, (24)

oùM̄ comprend les colonnes deM = diag(µj) pour lesquelles les coefficientŝαj sont
non nuls. Les définitions (21)–(23) supposent la linéarité du modèle, ce qui implique
que les matricesA de (21) et (22) ou la matricēA de (23) sont supposées ne pas être
affectées par les observationsyi. Cette hypothèse simplificatrice n’étant pas respectée,
les définitions (21)–(23) ne proposent qu’une borne inférieure du nombre effectif de
paramètres. Notre définition étant la plus conservatrice, elle est la plus proche de la
réalité.

5.1.2 Nombre effectif de paramètres associé aux composantes non linéaires

Par analogie au modèle linéaire, le nombre de degrés de liberté est défini, pour les mé-
thodes de lissage linéaires unidimensionnelles, comme la trace de la matrice de lissage
(Hastie & Tibshirani, 1990). Dans le cas multidimensionneladditif, cela correspond à
la trace de la matriceR qui génère la prédiction,̂f = Ry, où f̂ = f̂1 + . . . + f̂p. Cette
matrice correspond à la dernière itération de l’algorithmebackfitting et le calcul de sa
trace peut s’avérer difficile.

La somme des traces des matrices de lissage individuelles necorrespond pas exacte-
ment à la trace de la matriceR, mais elle en est une borne supérieure (Bujaet al., 1989;
Hastie & Tibshirani, 1990). Afin de ne pas tenir compte des valeurs propres correspon-
dantes aux fonctions constante et linéaires, l’estimationest effectuée sur les matrices de
rétrécissement̃Sj (définies dans la figure 2). Le nombre effectif de paramètres associé
aux composantes non linéaires est ainsi estimé par :

df(λ) =
∑p

j tr
[
S̃j(λj)

]
=

∑p
j tr [Sj(λj) − Gj ] . (25)

Comme dans le cas précédant, le coût de l’estimation des termes de pénalisation indivi-
duels n’est pas intégré dans l’estimation dedf . Le nombre de degrés de libertédf(µ, λ)
est égal àdf(µ) + df(λ).
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5.2 Critères de sélection de modèle

Plusieurs critères analytiques, basés sur le nombre effectif de paramètres, peuvent
être utilisés pour la sélection de modèle. Nous avons utilisé ici le critère d’information
d’Akaike (AIC), basé sur l’espérance de l’information de Kullback–Leibler, le critère
d’information d’Akaike corrigé (AICc), qui corrige le biais du premier dans les pro-
blèmes de petite taille et le critère d’information Bayésien (BIC), dont l’argumentation
est de type bayésienne :

AIC(µ, λ) = −2l(µ, λ) + 2df(µ, λ),

AICc(µ, λ) = −2l(µ, λ) +
2ndf(µ, λ)

n − df(µ, λ) − 1
,

BIC(µ, λ) = −2l(µ, λ) + log(n)df(µ, λ).

(26)

La validation croisée peut également être utilisée pour le choix du paramètre de lissage.
Cette méthode de rééchantillonnage demande cependant de nombreux calculs. La va-
lidation croisée généralisée (GCV) est une approximation analytique de la validation
croisée (Wahba, 1990). Cette méthode, initialement développée pour la sélection du pa-
ramètre de lissage des splines cubiques pour la fonction coût quadratique, a été adaptée
a des nombreuses méthodes telles que les machines à vecteursde support (Linet al.,
2000) ou les modèles additifs généralisés (Gu, 1992). Pour ces derniers, elle est calculée
de manière itérative sur les réponses de travail de l’algorithme IRLS :

GCV(µ, λ) =

∣∣∣
∣∣∣W1/2

(
z − α0 −

∑p
j=1 f̂j(xj)

)∣∣∣
∣∣∣
2

2

n(1 − df(µ, λ)/n)2
.

(27)

6 Application à des données réelles

6.1 Difformité vertébrale post–opératoire

Dans un premier temps, nous reprenons l’étude de caskyphosisutilisée par (Hastie
& Tibshirani, 1990; Tibshirani, 1996) pour illustrer les différences entre la régression
logistique par modèle additif standard, et la régression logistique pénalisée. La variable
réponse indique la présence ou l’absence de difformité vertébrale post–opératoire (ky-
phosis) chez des enfants. Il y a83 exemples, dont18 étiquetéskyphosis. Les variables
d’entrée sont l’âge des enfants (X1), le nombre de vertèbres touchées par l’opération
(X2) et la position de la première vertèbre concernée (X3). Les données sont centrées
réduites, afin de rendre les pénalisations comparables. Lescritères de sélection sont
évalués sur une grille6 × 6 de valeurs de(µ, λ) à échelle logarithmique.

La figure (3) montre les coefficients linéaires en fonction duparamètre de pénalisation
linéaire, à gauche, et la norme des coefficients non linéaires en fonction du paramètre
de pénalisation non linéaire, à droite. Les lignes verticales pointillées indiquent la va-
leur sélectionnée par les critères AIC, AICc, GCV et BIC. Pour la partie linéaire, BIC
(ligne pointillée peu dense) a choisi un modèle plus simple que les autres critères (ligne
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FIG. 3 – Coefficients des composantes linéaires,αj , et norme des coefficients des com-
posantes non linéaires,(β̃t

jΩj β̃j)
1/2, en fonction des paramètres de la complexité cor-

respondants. Le graphique de gauche correspond àλ = 1.2, et celui de droite àµ = 4.2,
mais l’allure des courbes est similaire pour tous lesµ et λ. Les lignes verticales in-
diquent la sélection effectuée par les critères.

pointillée dense). Pour la partie non linéaire, les quatre méthodes ont effectué le même
choix (ligne pointillée).

La figure (4) montre l’effet de chaque variable sur la fonction logit, estimé par4
modèles : logistique additive avec3 degrés de liberté pour chaque composante, M1 ;
logistique linéaire pénalisée (lasso), M2 ; et logistique additive pénalisée, pour les pa-
ramètres de la complexité sélectionnés par les différents critères, M3 (AIC, AICc et
GCV) et M4 (BIC).

Etant donnée la difficulté de sélectionner les paramètres delissage quand plusieurs
variables sont considérées dans le modèle additif, celui–ci est souvent appliqué comme
un outil d’analyse exploratoire. Ainsi, le modèle M1 (Hastie & Tibshirani, 1990) sug-
gère des termes quadratiques, lesquels sont intégrés dans le modèle paramétrique M2
(Tibshirani, 1996). La répartition automatique de la complexité est alors possible, abou-
tissant à un modèle linéaire enX2 et X3 et quadratique enX1. La méthode que nous
proposons permet de distribuer la complexité de chaque variable de façon automatique,
sans l’intermédiaire d’une approximation paramétrique.

Les courbes M3 et M4 sont similaires à la courbe M2 pour les variablesX1 et X2,
et plus complexes pour la troisième variable. En observant l’estimation obtenue par le
modèle additif M1, on s’attend à que le modèle paramétrique conserve le terme qua-
dratique. En fait, cet exemple montre que le lasso appliqué sur le modèle paramétrique
peut produire des résultats contre–intuitifs. Ici, dans labase{1, x, x2} une composante
enα(x + 1)2 est jugée plus “complexe” qu’une composante enαx2. En effet, la pre-
mière se développant enα(x2 +2x+1), elle est pénalisée par3α, alors que la première
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FIG. 4 – Composantes additives ajustées par : le modèle logistique additif (M1, ligne
discontinue) ; le modèle logistique lasso (M2, ligne pointillée) ; le modèle logistique
parcimonieux sélectionné par AIC, AICc et GCV (M3, ligne point-tirets) ; le modèle
logistique parcimonieux sélectionné par BIC (M4, ligne continue). Les bâtons en haut
et en bas des graphiques indiquent les observations en présence et absence de kyphosis,
respectivement.

est pénalisée parα. Dans la base{1, x, (x + 1)2} le phénomène inverse serait observé.
Notre algorithme, pour lequel la pénalisation de la partie non linéaire n’est affectée que
par la courbure de la fonction, est insensible à ce problème de représentation.

La représentation graphique permet de déduire que : 1) le risque de kyphosis (le odds
ratio, plus précisément) augmente jusqu’à l’âge moyen (7 ans), et ensuite il décroît ; 2)
le risque augmente quand le nombre de vertèbres touchées augmente (l’augmentation
du risque est de 4.5% par vertèbre, selon M3, et de 3%, selon M4) ; et 3) le risque,
élevé, stagne jusqu’à une certaine position (vertèbre numéro 10), et décroît ensuite ra-
pidement.

6.2 Risque cardio–vasculaire

Le projet INDANA (Individual Data Analysis of Antihypertensive Intervention Trials)
s’inscrit dans le cadre de la prédiction individualisée du risque cardio–vasculaire chez
des patients présentant une hypertension artérielle, en vue d’aider la décision des mé-
decins praticiens dans le domaine de la prévention cardio–vasculaire (Gueyffieret al.,
1995). La base de données INDANA réunit les données individuelles de10 essais thé-
rapeutiques (contrôlés randomisés) conduits pour évaluerl’efficacité des traitements
anti–hypertenseurs. Cette base de données a été mise en forme et est maintenue dans
l’Unité de Pharmacologie Clinique de L’Université de Lyon 1(chef de projet : F. Gueyf-
fier).

Le modèle logistique additif a été préalablement utilisé sur un des essais de la base
INDANA (Shep). La sensibilité (proportion des décédés bienclassés) et la spécificité
(proportion des non décédés bien classés) sur une validation croisée à10 blocs strati-
fiée ont mesuré la performance de la méthode. Les valeurs de sensibilité et de spéci-
ficité obtenues par la régression additive sont de66.36% et 66.37%, respectivement.
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TAB . 1 – Valeurs de(µ, λ) choisies par les techniques de sélection de la complexité,
ainsi que leur erreur, sensibilité et spécificité sur l’ensemble de test.

AIC AICc BIC GCV CV CVv

(µ, λ) (10, 10) (10, 10) (100, 100) (10, 0.01) (0.01, 0.1) (1, 10)
Erreur 0.71 0.71 0.78 0.95 0.63 0.69

Sensibilité 66.7% 66.7% 86.7% 40.0% 66.7% 60.0%
Spécificité 61.3% 61.3% 28.2% 66.1% 69.4% 71.0%

Sur ces données, le modèle logistique additif a donné les meilleurs résultats par rapport
aux autres méthodes testées, à savoirbalanced–bagging, C4.5, Fôret–Floue–T–norme,
Fôret–Floue–stricte, Framingham, GloBoost, Pocock1.

La régression logistique additive parcimonieuse est appliquée ici au groupe de contrôle
d’un des essais (coope). Les données extraites sont constituées de10 variables d’entrée :
âge, pression systolique, pression diastolique, cholestérol, uricémie, indice pondéral,
taille, sexe, tabagisme et facteur de risque (antécédent d’angor, d’infarctus myocar-
diaque, d’accident cardio–vasculaire, ou hypertrophie ventriculaire). Les trois dernières
variables sont binaires et elles sont modélisées et pénalisées linéairement. La variable
de sortie est le décès cardio–vasculaire. Il y a413 exemples, dont43 décès.

Deux tiers de la base coope (274 exemples, dont28 décès) constitue l’ensemble d’ap-
prentissage, et un tiers (139 exemples, dont15 décès) constitue l’ensemble de test.
Le critère de comparaison est la proportion d’exemples mal classés. Cette erreur est
calculée en appliquant le coût{1, 10}, afin d’équilibrer les données. La sensibilité et
spécificité de chaque méthode sont également calculées.

Nous testons les méthodes AIC, AICc, BIC, GCV, ainsi que validation croisée stra-
tifiée sur10 sous–ensembles. Pour cette dernière, nous rapportons les résultats obtenus
selon deux critères : l’erreur de classement (avec les coûts{1, 10}), CV, d’une part, et
la vraisemblance, CVv, d’autre part.

Les méthodes analytiques et de rééchantillonnage sont évaluées sur une grille5×5 de
valeurs de(µ, λ), régulièrement espacées sur une échelle logarithmique. Les résultats
sont présentés dans le tableau 1.

Les deux versions de la validation croisée réalisent la meilleure performance. Celle
de CV est proche de la performance de test optimale obtenue,0.62 pour les valeurs
(0.01, 10) de (µ, λ). La CV basée sur l’erreur de classification sous–estime la pénali-
sation sur les parties non linéaires, tandis que la CV basée sur la vraisemblance sur–
estime la pénalisation sur les parties linéaires. L’estimation en termes de probabilités
ou de frontière de décision n’aboutit pas nécessairement à la même solution (Friedman,
1997).

Les méthodes analytiques basées sur la vraisemblance, AIC,AICc et BIC, induisent
des erreurs élevées, mais pour les deux premières, elles ne sont pas éloignées de celle de
CVv. Elles sous–estiment la complexité du modèle, contrairement à ce qu’on s’atten-

1Ces résultats sont disponibles sur
http ://www.grappa.univ-lille3.fr/∼torre/Recherche/Indana

H
A

L author m
anuscript    inserm

-00149790, version 1



Modèles additifs parcimonieux

drait (section 5.1.1). La GCV est la méthode analytique qui al’erreur est la plus grande.
Les exemples “décès” sont particulièrement mal classés parcette méthode, ce conduit
à une erreur de classement (avec les coûts{1, 10}) très élevée.

7 Conclusions

Le modèle logistique additif est une méthode de discrimination flexible et interpré-
table. Néanmoins, la difficulté de l’ajustement de la complexité des fonctions monova-
riées limite son utilisation à des situations où le nombre devariables est réduit. Nous
avons proposé une nouvelle technique d’estimation qui permet l’application de ce mo-
dèle quand le nombre de variables est important, en distribuant la complexité de chaque
variable de façon automatique. La sélection de la complexité globale se présente comme
un problème à résoudre étant donné que les méthodes de rééchantillonnage requièrent
un temps de calcul important et les méthodes analytiques ne sont pas performantes.

En perspectives, nous notons que Friedmanet al. (2000) donnent une interprétation
du boostingbasée sur la régression additive logistique. Il faut noter que, dans leur in-
terprétation, le modèle est additif sur le domaine des classifieurs de base, et non pas sur
celui des caractéristiques. La procédure d’estimation estégalement différente, puisque
les modèles ne sont pas ré-estimés parbackfitting. Malgré ces différences, deux pistes
évoquées dans (Friedmanet al., 2000) méritent d’être investiguées dans le cadre des
modèles additifs tels que ceux présentés ici.

Bien que très différentes par leurs objectifs, ces voies d’exploration se traduisent
par une modification mineure de l’algorithme IRLS, consistant à éditer la matrice des
pondérationsW. La première proposition (section4 de (Friedmanet al., 2000)) vise
à augmenter la marge des points correctement classés en présence de données non–
séparables. Le moyen envisagé consiste à borner lesWii. La seconde suggestion (sec-
tion 9 de (Friedmanet al., 2000)) consiste simplement à accélérer la procédure d’esti-
mation, en ignorant les points pour lesquels les pondérationsWii sont petites. Ces deux
modifications sont extrêmement facile à mettre en œuvre, mais il reste à analyser leurs
impacts quand elles sont accomplies à l’intérieur de la boucle debackfitting.
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